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Глава 1. Въведение

Глава 1

Въведение

Търсенето на обяснение за съществуването на Тъмната материя води до появата
на различни хипотези за разширение на Стандартния модел в последните години.
Сред тях са слабо взаимодействащите масивни частици (Weakly Interacting Massive
Particles, WIMPs) [1], аксионоподобните частици [2] и други. Липсата на наблюдавани
състояния с маси от порядъка на 100 GeV, обаче, кара учените да търсят други
обяснения за природата на Тъмната материя.

Едно от възможните обяснения за състава на Тъмната материя е съществуването
на „скрит сектор“ от частици, които не участват във взаимодействията от Стандар-
тния модел. Връзката между частиците от скрития сектор и тези от Стандартния
модел най-често се осъществява посредством други частици - медиатори.

Едно възможно решение е въвеждането на нова U(1)′ калибровъчна симетрия
по аналогия с електромагнитното взаимодействие. Калибровъчният векторен бозон,
асоцииран с тази симетрия, е така нареченият тъмен фотон A′, който може да взаи-
модейства като медиатор с частици от двата сектора. Най-простият Лагранжиан на
взаимодействието между тъмния фотон и електрона има вида

L ∼ ϵeψ̄eγ
µψeA

′
µ, (1.1)

където взаимодействието с A′ е ϵ пъти по слабо от електромагнитното взаимодейст-
вие на електроните.

В случай, че mA′ ≥ 2me е възможно да се наблюдава разпад A′ → e+e−, което
би позволило експериментално наблюдение. При наличие на частица χ от скрития
сектор с маса mχ ≤ 1/2mA′ тъмният фотон се разпада до двойка χχ в крайно със-
тояние (A′ → χχ) и обикновено не може да бъде експериментално наблюдаван пряк
сигнал от A′.

PADME (Positron Annihilation into Dark Matter Experiment) е експеримент в
Националната лаборатория във Фраскати, Италия, чиято основна цел е търсенето
на A′ при процес на анихилация на позитрони от позитронен сноп с електрони във
фиксирана мишена [3]:

e+e− → A′γ. (1.2)

Ако се знаят четириимпулсите на позитроните от снопа, електроните в покой и излъ-
чените след взаимодействието фотони, то липсващата маса M2

miss а оттам и масата
на на тъмния фотон може да бъде определена чрез

M2
miss = (Pe+ + Pe− − Pγ)

2 (1.3)
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Глава 1. Въведение

независимо от това дали A′ се разпада до видими или невидими частици.
Схематично представяне на основния принцип на експеримента е показано на

фигура 1.1.

Фигура 1.1: Схематично представяне на принципа на експеримента PADME. По-
зитроните от снопа взаимодействат с електроните в мишената, вследствие на което
се ражда фотон γ, който може да бъде регистриран от детекторите и тъмен фотон
A′, който не може да бъде детектиран, но масата му може да бъде възстановена.

За целите на PADME се използва позитронен сноп от линейния ускорител на
комплекса DAΦNE [4]. Заредените частици се ускоряват на групи, които оттук на-
сетне ще наричаме „бънчове“. Линейният ускорител осигурява 50 бънча за секунда.
Всеки бънч съдържа около 2×104 частици и продължителността на бънчовете може
да бъде варирана, с типични стойности 200-300 ns. Максималната енергия на позит-
роните е 550 MeV, което дава горна граница на възможната стойност на липсващата
маса - Mmiss ≤ 23.7 MeV.

Основните процеси, формиращи фона, са двуфотонната и трифотонната анихи-
лация e+e− → γγ(γ) и спирачното лъчение e+N → e+Nγ. За да се потисне ефектът
от първия процес е необходимо експериментът да има висока ефективност за регис-
триране на фотони. За филтриране на събитията на спирачно лъчение е необходимо
да бъде регистриран излъчващият фотон и с голяма точност да бъде съвпаднат по
време с регистрираните фотони от това излъчване.

Пълната симулация на експеримента в Geant4 [5] показва, че чувствителността
на PADME в термини на константата на взаимодействието α′ между тъмния фотон A′

и електрона може да достигне до 10−8 [6], при наличието на детектори с достатъчно
висока ефективност (над 99 %) и разделителна способност по време, по-добра от 1 ns.
Поради големия брой частици в бънча е необходимо всички детектори да притежават
способност за разделяне на припокриващи се сигнали.

Алгоритмите, базирани на машинно обучение, и по-конкретно невронните мре-
жи, могат да бъдат използвани за разпознаване на сигнали във вълновите форми,
записани при изчитането на детекторите. Сигналите могат да бъдат симулирани с
цел да се контролират параметрите на набора от данни, използван при тренирането
на невронните мрежи. Цялостно задачата може да се сведе до откриване на конк-
ретната форма, описваща сигнала, и разпознаването ѝ навсякъде, където се среща в
записаната от детектора вълнова форма.

В настоящата дипломна работа е разгледан накратко експериментът PADME и
са описани както основните му детекторни компоненти, така и системата за съби-
ране и запис на данните. Съществена част от изследванията е посветена на реконс-
трукцията на сигналите, дължащи се на преминали през детекторните компоненти
йонизиращи частици. Описани са три алгоритъма, представляващи невронни мрежи
за анализ на събития в електромагнитния калориметър на експеримента PADME.
Първият от тях е с цел класификация на събитията според броя сигнали в тях, а
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другите два имат за цел описване на сигналите и определяне техните параметри. В
глава 2 е изложено описание на основните детектори, от които е съставен самият
експеримент, в глава 3 са описани методът на симулация на данните, използвани за
трениране на невронните мрежи и същината на трите създадени алгоритъма. Ре-
зултатите от прилагането на третия алгоритъм са описани в глава 4, последвани от
заключение.
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Глава 2

Експериментът PADME

Основната цел на експеримента PADME е търсенето на медиатора между скри-
тия и видимия сектор - тъмния фотон A′ посредством пресмятането на липсващата
маса в процеса на анихилация на ускорени позитрони в мишена. За тази цел се ре-
конструират четириимпулсите на излъчените фотони и заредени частици след вза-
имодействието на позитроните от снопа с мишената [7]. Приема се, че електроните
в мишената са в покой и по този начин може да се пресметне липсващата маса при
събития, при които в крайно състояние е регистриран единствен фотон. Схема на
експеримента с основните му компоненти е представена на фигура 2.1.

Фигура 2.1: Схема на основните компоненти на експеримента PADME.

Първият детектор на пътя на ускорения позитронен сноп представлява активна
мишена, служеща едновременно като среда за процеса на анихилация и като детектор
за определяне параметрите на снопа. Позитроните от снопа, които не взаимодейст-
ват с електроните в мишената, навлизат във вътрешността на диполен магнит и се
отклоняват към детектора за високоенергетични позитрони, разположен непосредс-
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твено до изходния прозорец на снопа. Ако тези позитрони загубят съществена част
от енергията си поради някакъв процес, то те се отклоняват към детектора за позит-
рони, разположен във вътрешността на магнита. Противоположно на детектора за
позитрони е разположен детекторът за електрони, който може да регистрира елект-
рони, родили се при хипотетичен разпад на тъмен фотон. Така описаните детектори
са разположени във вакуумна камера, като в края ѝ, срещуположно на мишената,
са разположени електромагнитният калориметър и калориметъра за малки ъгли.

2.1 Активна мишена
Активната мишена (фигура 2.2) представлява поликристален диамант с дебели-

на 100 µm и дължина и ширина 20 mm [8]. Малкото атомно число Z (в случая Z=6)
е необходимо, за да се осигури голямо отношение на сечението за анихилация към
това за спирачно лъчение.

Освен че представлява среда за процеса на анихилация, мишената служи и за
измерване на броя частици в снопа и на XY профила му, което е от значение за
точността на определяне на липсващата маса. За целта върху мишената чрез 193 nm
UV ArF лазер са гравирани 16 хоризонтални и 16 вертикални електрода от графит
с ширина 1 mm, което прави мишената изцяло въглеродна.

Фигура 2.2: Активната мишена, използвана в експеримента PADME. Тя служи за
среда за осъществяване на анихилацията и като детектор за измерване профила и
броя частици в позитронния сноп.

Основен параметър за оценяване на способността за регистриране на части-
ци в диамантените детектори е разстоянието за натрупване на заряд CCD (charge
collection distance):

CCD = L ·Qc/Qg, (2.1)

където L е дебелината на мишената, Qg е зарядът, генериран от релативистка за-
редена частица и Qc е зарядът, който е натрупан върху електродите. В случая
на мишената на PADME този параметър е определен от тестов набор на данни с
Nactive = 3630± 180 [9] среден брой позитрони, преминаващи през мишената за един
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Глава 2. Експериментът PADME 2.2. Детектори за заредени частици

Фигура 2.3: Профил на отделен бънч от снопа, съставен от около 20 000 позитро-
на с енергия 545 MeV, измерен по x и y осите [11].

бънч. Тъй като средният брой двойки електрон-йон, създадени от частица, преми-
наваща през диамант, е 36 e−/µm [10], получаваме

CCD =
Qc[fC] · 6250[e−/fC]
36[e−/µm] ·Nactive

, (2.2)

където пълният заряд Qc е сумата от натрупаните заряди върху всички електроди
в дадено направление. В резултат се получава CCD ≈ 11 µm.

Главната цел на мишената като детектор е да предоставя информация за пози-
цията на снопа за всеки бънч, както и за броя частици в него, за да може да бъде
изчислен броят позитрони, попаднали в нея за всеки индивидуален набор на данни.
Типичен профил на снопа е показан на фигура 2.3. Средната позиция на снопа по x
и y осите е определена като

⟨x⟩ =

Nx∑
i=1

Qx
i xi

Nx∑
i=1

Qx
i

; ⟨y⟩ =

Ny∑
i=1

Qy
i yi

Ny∑
i=1

Qy
i

, (2.3)

където Nx(y) е броят електроди по съответното направление, x(y)i и Q
x(y)
i са съот-

ветно поредният номер и натрупаният заряд за всеки електрод. Разпределението на
позицията на снопа по x (фигура 2.4) е използвано за определяне пространствената
разделителна способност на мишената като детектор, като резултатът е 0.06 mm [11].

2.2 Детектори за заредени частици
Три групи детектори регистрират заредените частици (фигура 2.5) [12]. По-

зитроните от снопа е възможно да преминат през мишената и губейки енергия да
излъчат фотони (спирачно лъчение), които да попаднат в калориметъра. За да бъ-
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Глава 2. Експериментът PADME Детектори за заредени частици

Фигура 2.4: Разпределение на позицията на центъра на снопа за близо 1000 съби-
тия. Всеки бънч съдържа около 20 000 позитрона с енергия 545 MeV [11].

дат идентифицирани такъв тип събития е необходимо да се регистрира позитронът,
който е загубил енергия. Именно тези позитрони биват регистрирани от детектора
за позитрони и детектора за високоенергетични позитрони. В случай че тъмен фо-
тон A′ се разпадне до двойка e+e−, електронът ще бъде регистриран от детектора за
електрони.

Фигура 2.5: Детектори за заредени частици в експеримента PADME. Ляво: Де-
текторите за позитрони и електрони, намиращи се вътре в магнита. Дясно: Детек-
торът за високоенергетични позитрони, намиращ се до изходния прозорец за снопа.

И трите детектора за заредени частици са съставени от пластмасови сцинтила-
тори с размери 10 × 10 × 178 mm3. Светлината се отвежда от WLS влакна до 3 × 3
mm2 Hamamatsu S13360 силициеви фотоумножители с размер на пиксела 25 µm и са
поставени в 10−5 mbar вакуум. Детекторите за позитрони и електрони са разположе-
ни вътре в магнита и са съставени съответно от 90 и 96 сцинтилационни пръти, като и
двата детектора регистрират частици с импулси между 50 и 450 MeV. Детекторът за
високоенергетични позитрони е разположен непосредствено до изходния прозорец за
снопа и е съставен от 16 сцинтилационни пръти, като изсветванията се регистрират
и от двете им страни. Той регистрира частици с импулси между 450 и 500 MeV.

Разделителната способност по време на детекторите за заредени частици е 700
ps. Прецизното измерване на времето е необходимо, за да се идентифицират съби-
тия, при които позитрони, попаднали в детектора за заредени частици, съвпадат по
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Глава 2. Експериментът PADME 2.3. Калориметри

Фигура 2.6: Калибровка по време на детектора за позитрони и калориметърa за
малки ъгли [12].

време с клъстери, породени от попаднали в калориметъра спирачно излъчени висо-
коенергетични фотони (фигура 2.6).

Сегментирането на детекторите за заредени частици дава възможност за измер-
ване на импулса на e+/e− с разделителна способност ≈ 5% за частици с енергия 100
MeV.

2.3 Калориметри
Системата от калориметри на експеримента PADME е съставена от сцинтила-

ционен електромагнитен калориметър и черенковски калориметър за малки ъгли.
Електромагнитният калориметър е съставен от 616 BGO кристала с размери

2.1× 2.1× 23 cm3, свързани с HZC 1912 фотоумножители (фигура 2.7) [13]. Оптична
изолация на кристалите е постигната чрез покриването им с TiO2 боя и допълни-
телно с фолио от Tedlar® с дебелина 50–100 µm. Електромагнитният калориметър
се намира на 3.45 m от мишената и радиусът му е 29 cm. Това позволява регист-
рирането на фотони, излъчени под ъгли между 15 и 84 mrad. Долното ограничение
е поради факта, че в центъра на електромагнитния калориметър е оставен отвор,
който се покрива от калориметъра за малки ъгли, разположен зад него. Времето за
изсветване на BGO кристалите е около 300 ns.

Типична форма на сигнал в електромагнитния калориметър е показана на фи-
гура 2.8.

Преди сглобяването на калориметъра е осъществена калибровка с 22Na източ-
ник, излъчващ позитрони, които впоследствие анихилират и се излъчват фотони с
Eγ = 511 keV . Сцинтилаторите, подлежащи на калибриране, са окомплектовани под
формата на 5 × 5 матрица от сглобени BGO кристали. При последователното пре-
местване на източника пред кристалите са набрани данни за различни стойности на
напрежението и са построени разпределения на заряда и зависимости на натрупания
заряд от напрежението.

Прилагане на машинно обучение за реконструиране на събития
в електромагнитния калориметър на експеримента PADME
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Глава 2. Експериментът PADME Калориметри

Фигура 2.7: Електромагнитният калориметър на PADME, съставен от 616 BGO
кристала.
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Фигура 2.8: Типична форма на сигналa в електромагнитния калориметър на
PADME. В конкретния случай в калориметъра са попаднали два фотона, поради
което има два припокриващи се сигнала.
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Глава 2. Експериментът PADME Калориметри

След сглобяването на калориметъра за калибровка се използват космични лъчи,
като за целта под и над калориметъра са поставени плочи от пластмасов сцинтила-
тор, които да служат за тригер. На фигура 2.9 е показан пример за мюон, преминал
през целия калориметър, в сравнение с две лавини, предизвикани от двойка анихи-
лационни фотони. Калибровката се извършва, като се изследва разпределението на
заряда в кристалите, през които е преминал мюонът. Използват се само случаите на
вертикално преминаване. За целта се проверява дали в конкретното събитие мюо-
нът е преминал през поне три кристала, разположени в колона един под друг и дали
има други сигнали в конкретните редове, на които са разположени тези сигнали. В
крайна сметка за пресмятането се използва само сигналът в централния от трите
кристала.

Фигура 2.9: Натрупан заряд в електромагнитния калориметър. Ляво: При пре-
минало космично лъчение. Дясно: При развиване на лавини от два фотона. [13]

Преди поставянето на калориметъра са извършени и измервания на разделител-
ната му способност, отново върху 5× 5 матрица от кристали, към която е насочван
сноп от средно един позитрон на бънч с различни енергии. Резултатът е

σ(E)

E
=

2.0%√
E[GeV ]

⊕ 0.003%

E[GeV ]
⊕ 1.1%, (2.4)

което дава разделителна способност ∼7% за Eγ = 100 MeV.
Калориметърът за малки ъгли се намира зад електромагнитния калориметър и

регистрира главно фотони, излъчени чрез спирачно лъчение [14]. Големият им брой
не би могъл да бъде поет от най-вътрешните кристали на електромагнитния кало-
риметър, но може лесно да бъде регистриран от Черенковски детектор поради крат-
ката дължина на сигналите (около 3 ns). За да се отхвърлят тези събития, данните
от калориметъра за малки ъгли се съпоставят по време с данните от детекторите за
заредени частици. Калориметърът за малки ъгли регистрира също така фотони от
анихилации с два или три фотона. Той е съставен от 25 кристала от PbF2 с размери
3× 3× 14 cm3 и има ъглово покритие между 0 и 15 mrad.

Прилагане на машинно обучение за реконструиране на събития
в електромагнитния калориметър на експеримента PADME
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Глава 2. Експериментът PADME 2.4. Система за набор на данни

2.4 Система за набор на данни
Системата за набор на данни на експеримента се състои от 29 CAEN V1742 [15]

АЦП модула (фигура 2.10), всеки от които включва 32 аналогови и 2 тригерни канала
и използва DRS4 чип, способен да записва входния сигнал с честота 750 MS/s, 1 GS/s,
2.5 GS/s и 5 GS/s. В случая се записват вълнови форми с дължина 1024 стойности за
всеки канал, базирани на тригерен сигнал, отключван от снопа. Електромагнитният
калориметър използва семплиране от 1 GS/s, което дава около 1 µs дължина на
записаната вълнова форма.

Фигура 2.10: Модулът CAEN V1742, използван в експеримента PADME [16]

Цялата система за набор на данни се състои от 897 канала, като разпределе-
нието им е описано в таблица 2.1. Системата за разпределяне на тригера (Trigger
Distribution System) генерира общ тригерен сигнал, който може да е базиран на три-
гера от снопа, на космични лъчи, когато се осъществява калибровка, или на соф-
туерен/случаен тригер. Този общ тригерен сигнал се разпределя към всички АЦП
модули (фигура 2.11). Цифровите данни от модулите се изчитат и съхраняват както
пристигат последователно от всеки детектор. За да се формират крайните изходни
файлове със сурови структури от данни се осъществява сливане (фигура 2.12) като
данните от всички детектори за конкретен тригер се събират в отделно събитие [16].

Детектор Брой канали
Активна мишена 32

Електромагнитен калориметър 616
Калориметър за малки ъгли 25

Детектори за заредени частици 224
Общо 897

Таблица 2.1: Разпределение на каналите в системата за набор на данни на PADME
[16].

2.5 Обработка и реконструкция на данните
Записаните сурови данни от експеримента преминават през софтуер за реконст-

рукция (PadmeReco), написан на езика C++ [18]. Софтуерът за реконструкция има

Прилагане на машинно обучение за реконструиране на събития
в електромагнитния калориметър на експеримента PADME
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Глава 2. Експериментът PADME Обработка и реконструкция на данните
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Фигура 2.11: Схема на системата за набор на данни на PADME [17].
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Фигура 2.12: Преобразуване на структурите от записани данни от детекторно
към събитийно ориентирани [17].

за цел да преобразува суровите данни в систематизирана физична информация за
събитията, която да бъде подадена към софтуера за анализ. Схема на етапите на
реконструкция е представена на фигура 2.13.

Алгоритъмът за реконструкция на експеримента осигурява последователното
обхождане на всеки един логически разграничен детектор. Класовете, отговорни за
конкретните алгоритми за реконструкция на всеки един детектор, наследяват общ
виртуален клас за реконструкция, като имплементират различни виртуални методи.
За всеки детектор е обособен конфигурационен файл, в който е записана схема на
каналите, както и стойностите на необходимите за реконструкцията параметри.

Прилагане на машинно обучение за реконструиране на събития
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Глава 2. Експериментът PADME 2.6. Изисквания към характеристиките...

Първият етап от реконструкцията представлява отделянето на постъпилите сиг-
нали във всеки отделен канал, като целта е да се определи времето на настъпване и
амплитудата им. При тази стъпка може да бъде избран желаният метод за реконст-
рукция.

Получената информация за сигналите преминава през корекция по времена на
база тригера. Тя е необходима заради разликата между тригера и тактовата честота
на АЦП модулите. Следва калибровка на стойността на амплитудата, която се из-
вършва според канала, информацията от който се реконструира. Целта е стойността
за натрупания заряд да бъде преобразувана в стойност на депозираната енергия.

Последната стъпка в реконструкцията е клъстеризацията, при която информа-
цията от отделните канали се групира в структури (клъстери). При последващия
анализ на данните, клъстерите от отделните детектори се асоциират, за да се фор-
мират физичните събития, към които те принадлежат.

  

Сурови 
данни

Реконструирани
обекти по

канали

Реконструирани
обекти по
детектори

Вълнова форма
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Време на 
постъпване
Заряд

Клъстери
Електрони
Позитрони

Информация за:
- формата на сигнала
- схема на каналите

- алгоритъма

Калибровка:
- корекция по време
- заряд → енергия

Фигура 2.13: Схема на основните етапи на реконструкция на суровите данни от
експеримента PADME.

2.6 Изисквания към характеристиките на реконст-
руираните обекти

За да бъде достигната планираната чувствителност на експеримента (ϵ ∼ 10−6,
фигура 2.14) е необходимо прецизното реконструиране на липсващата маса. Използ-
вайки енергията на регистрирания от калориметъра фотон Eγ и ъгъла между направ-
лението на излъчения фотон и посоката на позитронния сноп θγ, липсващата маса
може да се запише като

M2
miss = 2(Ee+me − 2EγEe+sin

2 θγ
2
), (2.5)

Прилагане на машинно обучение за реконструиране на събития
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Глава 2. Експериментът PADME Изисквания към характеристиките...

където Ee+ е енергията на позитроните от снопа, а me е инвариантната маса на по-
зитрона. За прецизното определяне на M2

miss е необходимо енергията на лавините
в електромагнитния калориметър да бъде реконструирана с достатъчно добра раз-
делителна способност (под 5% за енергии от порядъка на 100 MeV). Ъгълът θγ се
определя от точката на попадането на позитронния сноп в мишената и реконструи-
раните напречни координати на центъра на електромагнитната лавина, породена от
фотона. Поради тази причина е желателно пространствената разделителна способ-
ност на калориметъра да е сравнима с тази на активната мишена - от порядъка на
милиметър.

Фигура 2.14: Очаквана чувствителност на експеримента PADME [3].

Тъй като големият брой попаднали в мишената частици води до много припок-
риващи се събития, е необходимо броят на частиците в снопа да бъде не повече от
100 частици за 1 ns. В допълнение е необходимо да бъде постигната разделителна
способност по време на детекторите, по-добра от 1 ns.

За да бъдат постигнати описаните стойности, е необходимо в реконструкцията
на суровите данни от експеримента да бъде приложен достатъчно надежден алгори-
тъм. В настоящата дипломна работа са описани разработените алгоритми, използ-
ващи машинно обучение, които ще бъдат имплементирани в реконструкцията чрез
паралелна версия на електромагнитния калориметър. Такъв алгоритъм следва да се
използва както за данните от електромагнитния калориметър, така и за данните от
детекторите за заредени частици.

Прилагане на машинно обучение за реконструиране на събития
в електромагнитния калориметър на експеримента PADME
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Глава 3. Описание на сигналите...

Глава 3

Описание на сигналите в
електромагнитния калориметър на
PADME чрез невронни мрежи

Високият брой частици в позитронния сноп, използван в експеримента PADME,
в комбинация с кратката продължителност на бънча водят до пристигането на мно-
го сигнали в кратък времеви интервал и до наличието на много припокриващи се
сигнали в записаните събития. Един от начините за справяне с този проблем е из-
ползването на невронни мрежи за установяване бройката сигнали в дадено събитие,
за идентифициране и разделяне на припокриващите се сигнали и за получаване на
конкретните им параметри - времето на пристигане на сигнала и неговата амплитуда.

За реализирането на всички невронни мрежи е използвана платформата за ма-
шинно обучение TensorFlow [19] на езика Python [20] чрез библиотеката Keras [21].
За анализ на резулатите от прилагането на невронните мрежи е използвана биб-
лиотеката за анализ на данни ROOT [22], както и Python библиотеката matplotlib
[23].

3.1 Симулации на сигнали
За тренирането на невронна мрежа за анализ на данните от електромагнитния

калориметър на PADME е разработен алгоритъм за симулиране на сигнали, с въз-
можност за генериране на набор на данни с необходимия размер, предварително
зададен за конкретната задача [24]. Използването на симулирани сигнали позволя-
ва лесно вариране на параметрите с цел максимално подобие на истинските данни.
Основно преимущество на тренирането на невронни мрежи с този подход е, че точ-
ните стойности на параметрите на сигналите са известни. При тренирането върху
реални данни от детекторите е необходимо предварително да се определят парамет-
рите на всяко събитие чрез алтернативни алгоритми, които имат определена точност
и не гарантират пълна достоверност.

Всеки симулиран набор от данни съдържа събития, представляващи времеви
редове под формата на вектори от 1024 стойности на амплитудата на сигнала през
1 ns. Всяко събитие съдържа различен брой сигнали с различни времена на присти-
гане и амплитуди. Бройката сигнали в събитията следва равномерно разпределение
между 0 и предварително зададен максимален брой, като във всички представени
невронни мрежи са използвани събития с максимум 4 сигнала.

Прилагане на машинно обучение за реконструиране на събития
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Глава 3. Описание на сигналите... 3.2. Класифициране на събития с невронна мрежа

Формата на сигнала е различна за различните детектори, като в конкретния слу-
чай е избрана такава, която максимално много да наподобява сигналите в електро-
магнитния калориметър на PADME. Тя се описва като разликата на две експоненти,
умножена по константа:

A(t) = A0 (e
−(t−t0)

τ1 − e
−(t−t0)

τ2 ) = A0 e
−(t−t0)

τ1 (1− e
−(t−t0)(

1
τ2

− 1
τ1

)
), t ≥ t0, (3.1)

където

• t0 е случайно генерирано време на пристигане на сигнала, следващо равномерно
разпределение,

• τ1 е времето за намаляване на сигнала, с типични стойности O(100 ns) за не-
органични сцинтилатори и O(20 ns) за пластмасови сцинтилатори, свързани с
конвенционални фотодетектори (SiPM или PMT) [25],

• τ2 представлява времето на нарастване на сигнала, което зависи от системата
за набор на данни и има типични стойности между 7 и 10 ns,

• A0 е случайно генерирана амплитуда на сигнала, следваща Гаусово разпреде-
ление.

За трениране на представените алгоритми са използвани стойности на параметрите
на сигналите 100 ns < t0 < 400 ns, τ1 = 300 ns, τ2 = 10 ns и A0 със средна стойност
200 mV и σ = 200 mV. Допълнително е наложено ограничение за стойността на
амплитудата, така че да се гарантира отличаването на сигналите над шума. Всички
генерирани сигнали във всички събития имат едни и същи стойности на τ1 и τ2,
тъй като те са специфични за конкретния детектор, а стойностите на времето на
пристигане и амплитудата са различни, тъй като те отговарят за дадено физично
събитие.

Всяко събитие съдържа и Гаусов шум със стойности между 0 и 10 mV. На фигу-
ра 3.1 са показани два примера за симулирани събития, като лявата част представ-
лява събитие без сигнали, единствено шум, а дясната - събитие с два припокриващи
се сигнала и шум.

Заедно със симулирането на събитията, алгоритъмът създава и вектори с етике-
ти за всяко събитие, съдържащи информация за търсените параметри като резултат
от прилагането на невронната мрежа.

3.2 Класифициране на събития с невронна мрежа
Една от задачите, които могат да бъдат изпълнени с невронна мрежа е класи-

фицирането на данните в даден брой категории. За целта могат да бъдат използвани
мрежи с конволюционни филтри [26], чийто принцип на работа е базиран на премес-
тването на прозорец с даден размер върху данните (фигура 3.2). Всеки параметър в
прозореца се умножава със стойността на съответната позиция във входните данни и
изходът се формира като сума от произведенията за всички параметри в прозореца,
прекарана през активационна функция, след което прозорецът се премества:

ya = f(
k∑

i=0

wi × xa+i− k−1
2
), (3.2)
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Глава 3. Описание на сигналите... Класифициране на събития с невронна мрежа
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Фигура 3.1: Примери за симулирани сигнали от електромагнитния калориметър
на PADME, използвани за трениране и тестване на невронни мрежи. (Ляво) Съби-
тие без сигнали, съдържащо единствено Гаусов шум. (Дясно) Събитие с два сиг-
нала и Гаусов шум. [24]

където k е размерът на прозореца. Теглата wi подлежат на трениране в отделните
епохи.

Активационната функция може да приема различен вид в зависимост от цел-
та на алгоритъма. Във всички описани алгоритми е използвана функцията ReLU
(Rectified Linear Unit) [27]:

f(u) = max(0, u). (3.3)

Фигура 3.2: Формиране на изхода на конволюционен слой на невронна мрежа.

Често в архитектурите на подобни мрежи освен конволюционни слоеве се изпол-
зват и класически напълно свързани (Dense) слоеве. При тях изходът се формира
чрез всички стойности в предходния слой, умножени по конкретни тегла, които се
тренират през отделните епохи, като сумата отново се приема като аргумент на ак-
тивационна функция:

ya = f(
n∑

i=1

xiw
a
i ). (3.4)

Принципът на работа на напълно свързаните слоеве е показан на фигура 3.3.
Класифицирането на събитията от електромагнитния калориметър на експери-

мента PADME се осъществява на базата на броя сигнали в тях. За целта е разработе-
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Глава 3. Описание на сигналите... Класифициране на събития с невронна мрежа

Фигура 3.3: Формиране на изхода на напълно свързан слой на невронна мрежа.

на конволюционна невронна мрежа с единствен конволюционен слой и три напълно
свързани слоя, разпределяща събитията в 5 категории между 0 и 4 сигнала. Архи-
тектурата на класификационната мрежа е представена в таблица 3.1 и на фигура 3.4.

Слой Форма на изхода Брой параметри
conv1d (Conv1D) (None, 102, 2) 22
flatten (Flatten) (None, 204) 0
dense (Dense) (None, 128) 26240

dense_1 (Dense) (None, 32) 4128
dense_2 (Dense) (None, 5) 165

Таблица 3.1: Архитектура на конволюционна невронна мрежа за класификация на
сигнали от електромагнитния калориметър на PADME в 5 категории [24].

Входни данни
1х1024

Конволюция
2х1024

Flatten

Dense
1x128

Dense
1x32

Dense (изход)
1х5

Фигура 3.4: Архитектура на конволюционна невронна мрежа за класификация на
сигнали от електромагнитния калориметър на PADME в 5 категории.

Входните данни представляват едномерни вектори от 1024 стойности (вълновата
форма на всяко събитие), а търсеният изход представлява вектор от 5 стойности, от
които стойността на позицията, съвпадаща с реалната бройка сигнали в събитието е
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Глава 3. Описание на сигналите... 3.3. Невронна мрежа с архитектура на автоенкодер

1, а всички останали са 0. Така търсеният изход за примерно събитие без нито един
сигнал ще бъде {1 0 0 0 0}, а за друго примерно събитие с три сигнала ще бъде {0 0
0 1 0}.

Разработеният модел е обучен върху набор от 100 000 симулирани събития и
тестван върху статистически независим набор също с размер 100 000 събития. На
фигура 3.5 е представена постигната ефективност при събития, съдържащи два сиг-
нала, като функция на разликата във времената им на пристигане ∆t = |t2 − t1|,
където t2 и t1 са съответните моменти за двата сигнала. Ефективността е 50% за
∆t = 10 ns и практически 100% за ∆t > 50 ns.
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Фигура 3.5: Ефективност на невронна мрежа за класификация за събития с два
сигнала като функция на разликата във времената им на пристигане. Зависимост-
та е описана с функция Eff = 2

(1+exp(−∆t/70)
− 0.5 (сигмоид, червено). За сигнали с

∆t = 10 ns ефективността е 50%. Ефективността достига 100% при ∆t > 50 ns [28].

3.3 Невронна мрежа с архитектура на автоенкодер
Един възможен начин за реализиране на конволюционни невронни мрежи е с ар-

хитектура на автоенкодер [29]. В този случай задачата на изхода не е категоризация
на входните данни, а тяхното повторение. Автоенкодерите се състоят от две части:
енкодер, който намалява размерността на входните данни, последван от декодер,
който възстановява входните данни в оригиналната им размерност.

За обработка на сигналите от електромагнитния калориметър на PADME е съз-
даден конволюционен автоенкодер с архитектура, представена в таблица 3.2 и на
фигура 3.6. В този случай и входните данни, и желаният изход представляват едни
и същи вектори от 1024 стойности, представляващи вълновите форми на сигналите.
Енкодерът представлява три конволюционни слоя с намаляващ брой филтри, а деко-
дерът представлява огледална структура от три деконволюционни слоя с нарастващ
брой филтри. На последно място стои деконволюционен слой с единствен филтър,
използван подобно на напълно свързаните слоеве, които обикновено се изполват в
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Глава 3. Описание на сигналите... 3.4. Модифициран автоенкодер...

конвенционалните конволюционни невронни мрежи с цел изходът да придобие же-
ланата размерност.

Слой Форма на изхода Брой параметри
conv1d (Conv1D) (None, 1024, 128) 2176

conv1d_1 (Conv1D) (None, 1024, 64) 114752
dropout (Dropout) (None, 1024, 64) 0

conv1d_2 (Conv1D) (None, 1024, 32) 24608
conv1d_transpose (Conv1DTranspose) (None, 1024, 32) 12320

dropout_1 (Dropout) (None, 1024, 32) 0
conv1d_transpose_1 (Conv1DTranspose) (None, 1024, 64) 28736
conv1d_transpose_2 (Conv1DTranspose) (None, 1024, 128) 147584
conv1d_transpose_3 (Conv1DTranspose) (None, 1024, 1) 2305

Таблица 3.2: Архитектура на конволюционен автоенкодер за обработка на сигнали
в електромагнитния калориметър на PADME [24].

Входни данни
1х1024

Конволюция
128х1024

Конволюция
64х1024

Конволюция
32х1024

Деконволюция
32х1024 Деконволюция

64х1024 Деконволюция
128х1024

Деконволюция: изход
1х1024

Dropout

Dropout

Фигура 3.6: Архитектура на конволюционен автоенкодер за обработка на сигнали
в електромагнитния калориметър на PADME.

Мрежата е тренирана върху набор 100 000 симулирани събития и след това при-
ложена върху независим набор от събития. Тъй като входът и изходът на мрежата
преставляват едни и същи данни и няма отделно дефинирани изходни стойности за
всяко събитие, подадено на входа, то това може да се разглежда като пример за
неконтролирано обучение. Прилагането му е полезно, тъй като резултатът е същес-
твено потискане на шума в регионите на сигналите, както се вижда на фигура 3.7.

3.4 Модифициран автоенкодер за определяне пара-
метрите на сигнали

Резултатите от прилагането на автоенкодера показват, че алгоритъмът успява
да отличи сигналите от шума. Вследствие на това е разработена невронна мрежа,
използваща описаната архитектура на автоенкодер, но осъществяваща контролира-
но обучение. Наричана оттук нататък модифициран автоенкодер, мрежата използва
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Глава 3. Описание на сигналите... Модифициран автоенкодер...
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Фигура 3.7: Резултати от прилагането на автоенкодер върху симулирано събитие
в електромагнитния калориметър на PADME. Симулираната вълнова форма (от
десния панел на фигура 3.1) е показана в синьо, а изходът след прилагане на нев-
ронната мрежа е показан в оранжево. Резултатът след прилагане на автоенкодера
е повторение на вълновата форма с потискане на шума в регионите на сигналите
[24].

специално генерирани изходни вектори за обучение. Размерността им съвпада с раз-
мерността на входните вектори (1024 стойности), като на всички позиции стоят нули,
освен в моментите на пристигане на сигнал, където стойността е стойността на амп-
литудата на сигнала. По този начин изходът на невронната мрежа съдържа всички
необходими параметри на събитието: броят ненулеви стойности (или стойности над
определен праг) отразява броя регистрирани сигнали, позициите на ненулевите стой-
ности отразяват моментите на настъпване на сигналите, а самите стойности на тези
позиции - амплитудите на сигналите.

Модифицираният автоенкодер също е трениран върху набор от 100 000 събития,
след което е приложен върху статистически независим набор също с размер 100 000
събития. Резултатът от прилагането на модифицирания автоенкодер върху дадено
събитие може да се види на фигура 3.8.

При сравнение на резултатите от прилагане на модифицирания автоенкодер с
оригиналните вектори на търсения изход се забелязва, че докато желаният изход
представлява единствена стойност на точното положение на пристигане на сигнал,
то изходът на невронната мрежа представлява една максимална стойност и няколко
ненулеви стойности от двете ѝ страни (фигура 3.9).

За да се отчете наличието на ненулеви стойности около откритите максимуми
е разработен специален алгоритъм за реконструкция на резултатите, който се при-
лага едновременно върху генерираните заедно със симулацията вектори на желания
изход и върху генерираните при прилагането на невронната мрежа вектори с резул-
тати. Докато във векторите с желания изход близки стойности с ненулеви сигнали
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Фигура 3.8: Резултати от прилагането на модифициран автоенкодер върху си-
мулирано събитие в електромагнитния калориметър на PADME. Симулираната
вълнова форма е показана в синьо, а изходът след прилагане на невронната мрежа
е показан в оранжево. Резултатът след прилагане на модифицирания автоенкодер
показва стойсностите на амплитудите на сигналите, позиционирани в моментите на
пристигането им [24].
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Фигура 3.9: Сравнение между желания изход и изхода след прилагане на моди-
фицирания автоенкодер за събитие с два сигнала в електромагнитния калориметър
на PADME. Показани са двата открити сигнала в събитието от десния панел на
фигура 3.1. Максимумите във векторите, генерирани след прилагане на невронната
мрежа (зелено) съвпадат с истинските търсени стойности (оранжево), но съседните
позиции също съдържат ненулеви стойности.
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Глава 3. Описание на сигналите... 3.5. Реконструиране на параметрите на сигналите

съществуват заради истински сигнали, пристигането на които е близко във времето,
то в изходните вектори на невронната мрежа това се получава заради естеството на
този тип алгоритми.

3.5 Реконструиране на параметрите на сигналите
Действието на алгоритъма за реконструкция е както следва:

• Векторът се обхожда в търсене на локални максимуми.

• При откриване на локален максимум се отчита сигнал.

• Пълната амплитуда на сигнала се дефинира като сума на максимума с трите
стойности преди него и трите стойности след него.

• За време на настъпване на сигнала се дефинира позицията на максимума.

След прилагането на този алгоритъм върху симулираните изходни вектори и реал-
ните изходни вектори за всяко събитие, резултатите се сравняват. Всеки сигнал от
реалния изход на невронната мрежа се сравнява с най-близкия открит в симулира-
ните изходни вектори. Разлика във времето на пристигане на този сигнал в изход-
ния вектор на невронната мрежа и в симулирания изходен вектор се отчита с цел
да се определи точността на определяне времето на настъпване. Накрая се отчита
разликата между амплитудата, получена от прилагането на невроннатата мрежа и
оригинално симулираната амплитуда.
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Глава 4. Резултати...

Глава 4

Резултати от реконструкцията на
събитията

След прилагане на алгоритъма за реконструкция на резултатите върху тесто-
ви набор от 100 000 събития, различен от набора, върху който невронната мрежа е
тренирана, са сравнени крайните резултати със симулираните изходни вектори [28].
Вероятността даден сигнал да бъде разпознат и точността на определяне на пара-
метрите му са изследвани, като първо е разгледана точността на реконструиране на
времето на пристигане на сигнала, тъй като то е основен критерий за това открит от
невронната мрежа сигнал да бъде съвпаднат с реално симулиран такъв. След това за
всички събития, в зависимост от реалния брой сигнали в тях е разгледано какъв брой
сигнали са разпознати. Отделени са конкретно събитията с два симулирани сигнала
в тях, за да се оцени в зависимост от разликата в пристигането на сигналите дали те
са идентифицирани в два отделни, или са слети в един. За извадката от симулирани
събития, в които има само един сигнал е разгледана стойността на амплитудата ка-
то критерий за откриването на сигнала от невронната мрежа. Накрая е анализирана
точността на определяне на самата амплитуда на разпознатите сигнали.

4.1 Реконструкция на времето
За да се изследват способностите на невронната мрежа за разделяне на два сиг-

нала (double pulse separation), всеки сигнал от реалния изходен вектор е асоцииран
с най-близкия по време сигнал от симулирания изходен вектор. Фигура 4.1 показ-
ва реалното (симулирано) и реконструираното време на пристигане на сигнала за
всички съпоставени сигнали в набора от 100 000 събития. Откроява се тясна ивица,
отговаряща на реконструирано време, равно или много близко до реалното, но са
видими и сигнали със сериозни отклонения, което е индикация, че сигналът не е
реконструиран и виждаме времето до най-близкия следващ сигнал.

Разликата ∆t между реконструираното и реалното време на пристигане на сиг-
налите е пресметната, като разпределението на събитията по ∆t е представено на
фигура 4.2. Разпределението е симетрично, като Гаусовият пик е със σ ∼ 520 ps.
Съществуват и не-Гаусови опашки от двете страни, които водят до RMS ∼ 3.2 ns. Те
се дължат на вече споменатите неидентифицирани сигнали, при които на реалните
данни е съпоставен друг открит сигнал. На базата на тези резултати е определена
прагова стойност за разликата от 2 ns, под която се смята, че даден сигнал е коректно
идентифициран.
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Фигура 4.1: Реално и реконструрано време на пристигане на сигналите в тесто-
вия набор от данни. По-голямата част от сигналите са разположени в тясната диа-
гонална ивица, но се наблюдават и единични сигнали с големи отклонения.
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Фигура 4.2: Разпределение на сигналите в тестовия набор според разликата в ре-
алното и реконструираното време на пристигане. Червената крива представлява
Гаусова апроксимация със σ ≈ 520 ps и средна стойност 0.

4.2 Разпознати и неразпознати сигнали
Броят коректно идентифицирани сигнали във всяко събитие е съпоставен с ре-

алния брой сигнали в него. Резултатите от тази съпоставка са представени на фигу-
ра 4.3.

При идеално действие на алгоритъма, всички събития ще имат равен брой ре-
конструирани и реални сигнали и ще бъдат разпределени в клетките по диагонала на
фигура 4.3. В случая, обаче, има събития с по-малък брой идентифицирани сигнали.
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Фигура 4.3: Съпоставка между броя коректно идентифицирани и реалния брой
сигнали в тестовия набор от събития. В клетките по диагонала са събитията, в ко-
ито всички сигнали са коректно идентифицирани. В клетките под диагонала са
събития, в които са идентифицирани по-малко от реалния брой сигнали.

Разгледани са две причини даден сигнал да бъде пропуснат. Първата причина е,
че два или повече сигнала могат да пристигат твърде близо във времето, съответно
да бъдат слети още при прилагането на невронната мрежа или при прилагането
в последствие на алгоритъма за реконструкция на резултатите. За да се изследва
това е взета тази част от тестовия набор от данни, оригинално съдържаща по два
сигнала в събитие и е определено в колко от тези случаи е реконструиран само по
един сигнал. Построено е разпределение на събитията в зависимост от разликата във
времето между пристигането на единия и другия сигнал (фигура 4.4), като от него
става ясно, че при разлика в пристигането на двата сигнала, по-малка от 10 ns, в
голяма част от събитията сигналите са слети.

Дори при големи разлики в моментите на пристигане на сигналите, на фигура 4.4
се виждат събития, в които е реконструиран само един сигнал. Причината за това
може да бъде твърде ниската амплитуда на сигналите и неразграничаването им от
шума. За да се изследва този ефект е разгледана извадката от тестовите данни,
съдържаща събития само с един симулиран сигнал и е определено в кои от тях този
сигнал е реконструиран. Построено е разпределение на събитията в зависимост от
амплитудата на сигнала в тях (фигура 4.5), което показва, че при амплитуда на
сигнала под 50 mV е много вероятно сигналът да не бъде реконструиран.

4.3 Реконструкция на амплитудата
Възможностите на невронната мрежа за реконструкция на стойността на ампли-

тудата на сигнала са изследвани, като за всички коректно идентифицирани сигнали
е сравнена реконструираната с реалната стойност на амплитудата. Това сравнение
е представено на фигура 4.6. Забелязва се добре изразена корелация между двете
стойности. За по-добра оценка на способността за реконструиране на амплитуда е
пресметната разликата между средната стойност на реконструираната амплитуда и

Прилагане на машинно обучение за реконструиране на събития
в електромагнитния калориметър на експеримента PADME

28



Глава 4. Резултати... Реконструкция на амплитудата
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Фигура 4.4: Разпределение на събитията от тестовия набор от данни, оригинално
съдържащи два сигнала, в зависимост от разликата във времето на пристигане на
сигналите ∆t. В синьо са събитията с коректно идентифицирани два сигнала, а в
червено са събититията, при които е реконструиран само един сигнал.
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Фигура 4.5: Разпределение на събитията от тестовия набор от данни, оригинал-
но съдържащи един сигнал, в зависимост от амплитудата на сигнала. В синьо са
събитията, в които сигналът е идентифициран, а в червено са събитията, в които
сигналът не е открит от невронната мрежа.

реалната стойност на амплитудата за всеки интервал от 2 mV реална стойност (фи-
гура 4.7). Разгледани са стойности под 400 mV, тъй като броят сигнали с амплитуди
над тази стойност започва да става все по-малък, поради което такъв тип представя-
не няма да е показателно за тях. Забелязва се отклонение при малките стойности на
амплитудата, което би могло да се компенсира с допълнителна калибровка. За амп-

Прилагане на машинно обучение за реконструиране на събития
в електромагнитния калориметър на експеримента PADME

29



Глава 4. Резултати... Реконструкция на амплитудата

литуди над 100 mV резултатите са близки до нулата, което говори за задоволително
ниво на реконструкция.
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Фигура 4.6: Реална и реконструирана амплитуда на сигналите в тестовия набор
от данни.

0 50 100 150 200 250 300 350
 [mV]0A

15−

10−

5−

0

5

10

15

20

 [m
V

]
0

 -
 A

re
co

A

Average reconstructed vs. original amplitude

Фигура 4.7: Разлика между средната стойност на реконструираната амплиту-
да на сигналите в тестовия набор от данни и реалната стойност на амплитуда-
та за всеки интервал от 2 mV реална стойност. При малки стойности на ампли-
тудата се наблюдават отклонения, които с нарастване на амплитудата са все по-
незначителни.
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Глава 5. Заключение

Глава 5

Заключение

Големият брой попаднали частици в електромагнитния калориметър на експе-
римента PADME изискват точни алгоритми за реконструкция с цел да се постигне
разделителна способност по време, по-добра от 1 ns. Няколко алгоритъма, базирани
на машинно обучение са разработени и успешно използвани за разпознаване на сиг-
нали и установяване на техните параметри. Конволюционна невронна мрежа с един
конволюционен и три напълно свързани слоя е използвана за класифициране на съ-
бития в категории на база броя сигнали, които те съдържат. Друга конволюционна
невронна мрежа с архитектура на автоенкодер е използвана за успешно реконст-
руиране на самите вълнови форми. На базата на нейната архитектура е създаден
модифициран автоенкодер, чрез който могат да се определят времената на присти-
гане и амплитудите на сигналите.

Използването на симулирани данни позволява резултатите от прилагането на
модифицирания автоенкодер да се анализират чрез специално създаден алгоритъм
за сравняването им с реалните стойности. Този анализ показва, че използването на
тази невронна мрежа дава разделителна способност по време ∼ 500 ps, а амплитудата
на сигналите се реконструира успешно в интервала 30-700 mV.

Описаните в настоящата дипломна работа методи и резултати са представени в
следните научни публикации:

• K. Dimitrova on behalf of the PADME Collaboration. “Using Artificial Intelligence
in the Reconstruction of Signals from the PADME Electromagnetic Calorimeter”.
Instruments 6 (2022), p. 46

• K. Dimitrova et al. “Pattern recognition and signal parameters extraction using
machine learning methods”. Submitted for publication in Journal of Physics: Con-
ference series (2023)
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